BAB I
PENDAHULUAN

1.1 Latar Belakang

Frad atan Penipuan Transakyd dalam sistem keuangan digital dapat terjadi
dalam berbagai bentuk. seperti, transaksi kartu kredit ilegal, manipulasi data
transaksi. maupun aktivitas transaksi mkm vang dilakukan oleh pihak
tidak bertanggung jawab. Fruwd udak hanys menyehabk
ndividu dan Iamtngﬂ:euuqm thm r,hput i:namm;hn tingkat kepercayaan
masyarakat terhadap sistem pembayaran digital[ 1].

Sistem dut&kﬁﬁihﬂ generasi awal I:mgmiﬂnﬁmdﬂim pendekatan
mm[nm based system) yang menetap an ambang Hﬂulerlmtu untuk
lrm m_sa]m mencurigaknn. Namun metode in iﬂitwmm pola
penipuan yang terus berkembang [2]. Sejalan dengan pt'rkclnhlm kecerdasan
huatim in!ﬂsm algoritma muachine lfearning seperti Decision TH:, M
Fm:!,m Fm tor Machine, dan Newral Network kemudian (ﬁg‘unmm
ﬁlh‘i data Hﬂuns [}] Algoritmia essemble seperti’ m 'Icriml;ﬁ mampu
mencapai akurasi tinggi pada data transaksi keua.ngm dlgj‘hl [4]. Secara teknis,

_YGMWM fungsi objektif yang menggabu loss klasifikasi
dengan w MMM model[3], ulﬂmn mﬂmpu menghindari
overfitting meskipun data sangat tidak seimbang.

Meskipun demikian, lantangan  fundamental dalam penerapan model
machine learning untuk detekst fraud adalah masalah class imbalance vang
ekstrem. Hilal et al. [6] dalam kajian komprehensif terhadap teknik deteksi anomali
finansial menyimpulkan bahwa distribusi kelas yang sangat tidak seimbang
menyebabkan model cenderung bias terhadap kelas mayortas, sehingga
dibutuhkan strategi khusus dalam pemilihan metrik evaluasi dan penanganan data.
Vanini et al. [7] lebih lanjut menunjukkan bahwa dalam sistem pembayaran digital



nyata, tingkst ketidakseimbangan kelas bahkan lebih ekstrem dibandingkan dataset
benchmark, schingga pendekatan deteksi yang mampu memprioritaskan transaksi
bensiko linggi secara operasional menjadi kebutuhan mendesak

Selain perscalan class imbalance, pendekatan klasifikasi konvensional
memiliki keterbatasan mendasar dalam konteks operasional nyatn. Sebagian besar
madel] klasifikasi hanya menghasilkan prediksi label biner — fraud atau ron-fraud
— tanpa memberikan informasi urutan prioritas. Padahal dalam praktiknya,
lembaga keuangan mempra‘ses_]utann mmp hiari dan tidak memungkinkan
untuk meninjou seharoh transaksi yang terdeteksi secara langsung, Permasalahan
deteksi franed ‘dengan d-m&im. tidak hanya dapst dipandang sebagai masalah
klasifikasi, tetapi juga sebagal masalah pemeringhatan révike transaksi. Sebagai
lustrasi, pada dﬂm&mm dalam penelitian ini, data tést mengandung
6 jendela woktu (query) dengan total 51 transaksi ﬁlﬂﬂdﬂ; 42,722 transaksi. Jika
investigator memilih 10 transaksi secara acak per jam unlnk dﬁnimpmbahllltns
menangkap minimal | frud hanys sekitar 1.2%. Sehu‘ﬁhgi, dengan model
penm}'mg menempatkan froud di posisi 1ertas, 56.T% Mnkm.ﬁ-&wi

dapat’ feridentifikasi hanya dengsn memeriksa 10 transaksi terslas per jam
(Recall(@10=0,567. hasi eksperimen Bab IV).

Dalam praktik perbankan digital, lembaga ketangan menghadapi ribuan
transaksi yang ditandai setiap harinya dan tidak memungkinkan investigasi
mmmﬁﬁmmm bahwa mﬁtﬁ*L fraud yang efektif
tidak hanya harus mampu mengic kasi transaksi mencurigakan, tetapi juga
harus menghasilkan daftar pﬂurm immhgasi agar sumber dayn analis dapat
digunakan secara optimal.

Dalam perkembangannya, metode Learning fof Ramk tidak hanya digunakan
dalem sistem pencarian informasi, tetapl juga mulai diterapkan pada berbagm
bidang lain seperti rekomendasi produk, pemeringkatan nsiko kredit. dan analisis
risiko finansial. Algoritma Learming fo Rank seperti RankNet, LambdaRank. dan
LambdaMART telah terbukti efektif dalam menyelesaikan berbagai permasalahan
pemernngkaton yang kompleks[2].

]



Learning to Rank (LTR) meropakan pendekatan mrachine learning yvang
bertujuan menghasilkan model pemeringkatan objek berdasarkan tingkat relevansi
ataun kepentingannyal8]. Wamun demikizn, penerapan LTR secara spesifik uniuk
fraud detection pada sistem keuangan digital masih relatif terbatas. Sebagian besar
penelitian yang ada masih terfokus pada peningkatan akurasi klasifikasi tanpa
mempertimbangkan  kebutuhan operasional untuk  mempriontaskan  kasus
investigasi, Kesemjangan i menjadi landasan utama penelitian ini untuk
mengeksplorasi implementasi LTR bEI'm- LambdaMART sebagai solusi yang
secara langsung mﬂ:y:wh kemwmmm berisiko dalam konteks
keterbatasan sq:mﬁfd:ya myes st Lin mmhgﬂﬁﬁh:lkm pendekatan LTR
ke dalam tiga pﬂl‘.’!dl@:ﬂ‘. m pmmw:ﬂ. pairwises dan dipnvise, di mana
pendekatan Tistwise w flﬁﬂg optimal I.luﬂk' mﬂﬂgmﬁikﬂn metrik
Wﬂm mﬂmhnjimg Algoritma LambduMAR i
Ifhi RankNer dan LambdaRank [9] menggahuugkm mdekatan i
deﬁm ﬂuﬂt optimisasi mnking, dan terbukti Efckufdﬂm Wﬂ}llkﬂs:
pemenngkatan kompleks.

- Lidun Ma [ 10] dalam konteks analisis risiko finansial menunjulkkan bahwa
pendekatan Learing to Rank dapat diimplementasikan untuk mengidentifikasi dan
meripridritaskan cntitas berisiko tinggi berdasarkan dat transaksi, dengan hasil
}'ih-ﬁ-kbih informatif dibandingkan klasifikasi biner. 'ﬁﬂmﬁﬁmﬂtﬁh peluang
adaptasi LTR untuk keperluan pemeringkatan risiko transaksi frrud.

ﬂm e n fersebut, penelitian ‘ini bertujuan  untuk
mnglw mﬁdﬂ Laarsing to Rank berbasis [ambhdaMART dengan
arsitektur Dual Pipeline dalam proses identifikasi risiko transaksi fraud pada sistem
keuangan digital Dengasn memanfaitkan pendekston pemeringkatan, diharapkan
sistem dapat mengidentifikasi dan memprioritaskan transaksi dengan tingkat risiko
fraud tertinggi secara lebih efektif dibandingkan pendekatan klasifikasi tradisional,
schingga dopat mendukung pengembangan sisiem deteksi fraud vang lebilh aduptif
dan efisien dibandingkan klasifikasi konvensional.
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Rumusan Masalah

Berdasarkan Latar Belakang yang telah dijelaskan dan diuraikan. maka rumusan
masalah dalam penelitian im adalah sebagai berikut:
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i
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Bagaimana cara Mengimplementasikan metode Learning to Rank uniuk
identifikasi rsiko transaksi Frowd pada sistem kevangon digital?
Bagaimana proses transformasi data transaksi keuangan menjadi format
yang sesuai untuk model Learning ter Rank’!

Bagaimana kinerja model Lewenimg o Resk dalam memprioritaskan
transaksi mh'pctenﬂ}m

Batasan Masalah

Agar penelitian lebih terarah dan fokus serta memastikan hasil yang lebih

rmmﬂn batasan masalah dalam penelition ini mw Mut

1

P

?ulﬂﬁmm ini menggunakan dtasel Credit Cand ﬁmd'm yang
tersedin secara publik pada platform Kaggle, yang berisi Mtunhﬂ:ﬂ:hﬂu
Kredit dengan Iabel transaksi frand dan non-fraud. Dataset i humfm BOT
transaksi knrtu kredit yang terjadi di Eropa pada bulan September 2013,
:h:lﬂal‘l‘! transaksi dikategorikan sebaga frand. Ditaset ini tefah melalui
proses anonimisasi menggunakan teknik Principal Component Analysis
{_PE'M untuk menjaga pnwls: data pengguna.

‘Skﬂmmdﬂh [&m Splining) iidak mengounakan metode acak

(random split), melsinkan menggunakan fime-Rused Split (10% Train, 15%

Validation. 15% Test) untuk mencegah kebocoran data (Data Leakage) dari
masa depan ke masa laln"

"Pemeringkatan transaksi difokdskan pada pengelompokan (QuerylD)
dengan jendela waktu operasional per | jam, menggunakan formula qid =
| Time/3600]. Interval | jam dipilih karena merepresentasikan satu siklus
pengawiasan froud analyst dalam praktik operasional perbankan digital.
serta sesuai dengan pola velocity fraud di mana serangkaian transaksi
fraudulentum umumnyn terjadi dalam rentang wakto singkat setelsh akses



kartu diperoleh pelaku.”
4. Metode machine learning yang digunakan pada pendekatan Learning to
Rank yaitu LambdaMART via XGHoost objective rank:ndeg.

tingkat risiko frowd.

6. Evaluasi model dilskukan menggunokan metrik evaluasi vang amum
digunakan dalam model ranking,

7. Penelition ini tidak membahos implementasi sistem deteksi fraud secara

pengembangan kajian ilmiah di bidang machine learning dan financial
techmolagy (fmiech), Ehummptﬂiﬁtpmuapnnnﬁu&gumnﬁmmﬂuﬂ
dalum deteksi risiko transaksi fraud.

1. Manfaat Fraktls



Penelitian i diharapkan dapat menjadi referensi bagi lembaga
keuangan atau perusahaan fintech dalam mengembangkan sistem deteksi
fraud yang lebih efektif dengan memanfaatkan pendekatan pemeringkatan
risiko transaksi.

1o Sistematika Penullsan

Agar penelitian lebih terstruktur dan q@MmL penilitian ini ditulis secara
umum di sistematika penulisan sebagat beriku -

BAB I PENDAHULUAN

Bab imi memunt latar belakang vang menjelaskin pentingnya pendekatan
pemeringkatan risiko transaksi fraud sebagai solusi atas keterbatasan Klasifikasi
hhar-WiMﬂ!. Bﬂ;ﬂ-ﬁﬁ Juga memuat ['u.rrmmmlﬁr.. hatasan masalah,
tujuan penelitian, manfaat penelitian, dan sistematika penulisan skripsi.

BAB I TINJAUAN PUSTAKA

Bab mi memust studi literatur yang mengkaji penelitian-penelitian terdahuly yang
relevan dengan deteksi fraud dan Learning fo Rank, serta dasar feon yang
digunakan dalam penelitian ini. Dasar teori mencakup konsep fraud dalam sistem
kewangan digital. machine learning uniuk frawd detection, closs inbafance,
Logistic Regrexsion, Random Forest, YGBoost, Learning to Rank. LambdaMART,
Gradient Boosting, Model Stacking dan OOF Prediction. Transformasi Logit.
Pendekatan Hybrid, serta metode evaluasi model.

BAB 11l METODE PENELITIAN

Bab ini memuat objek penelitfan berupa datasel Credit Card Froud Detection darl
Kaggle, alur penelition yang terdiri dan tiga fase (pengumpulan dan preprocessing
data, pembuatan dan pelatihan model Dual Pipeline LoambdaMART, sera evaluasi
dan analisis hasil). dan alat serta bahan yang digunakan dalam penelitian.

BAB IV HASIL DAN FEMBAHASAN

Bab ini menyajikan hasil eksperimen secara lengkap, meliputi statistik dataset hasil



preprocessing, evaluasi baseline classification, distribusi fitur xgh score hasil
QOF, hasil perbandingan Dual Pipeline (Pure LambdaMART vs Hybrid LTR),
NDCG@K, dan analisis kualitatif ranking per query.
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